TUTKIMUSTA SUOMESSA

Iso data kuriin ja jarjestykseen

m Markus Hotakainen

Yksi Suomen Akatemian huippuyksikdista on “Suo-
malainen laskennallisen paattelyn huippuyksikkd”,
jota johtaa professori Samuel Kaski Aalto-yliopis-
tosta. Tutkimuksen tavoitteena on kehittaa ja muo-
kata menetelmid, joilla suuria datamaaria voidaan
muuntaa hyodylliseksi informaatioksi.

Huippuyksikon tyossa keskeisid ksitteitd ovat
“big data” ja koneoppiminen. Mutta mité las-
kennallinen péattely kiytdnnossa tarkoittaa?

- Laskennallisella paattelylld on toki moniakin
merkityksid, mutta meilla se tarkoittaa erityises-
ti kahta toisiinsa liittyvda asiaa. Toinen niistd on
tilastollinen paittely eli aineiston perusteella joh-
detaan malli ja sen pohjalta laaditaan ennusteita.
Toinen on laskennallinen logiikka eli tietyilld reu-
naehdoilla tehddan johtopéatoksia, listaa Samuel
Kaski.

Laskennallisessa péattelyssd tehdddn sekd
aitoja ennusteita, mutta tavallaan my6s taanneh-
tivia ennusteita tulevaisuudesta: katsotaan, saa-
daanko datan pohjalta tulos, joka tiedetddn jo
entuudestaan.

- Koneoppimisessa on keskeist, ettd aineiston
perusteella halutaan yleistdd uusiin havaintoi-
hin. On oleellista, voidaanko luottaa, ettd uudet
havainnot tulevat samasta jakaumasta. Jos voi-
daan, niin aineistosta opittujen sadnnonmukai-
suuksien perusteella voidaan ennustaa. Jollei, niin
ennustaminen on paljon hankalampaa, ja siksi
useimmiten pitdydytddn aiemman datan piirissé.

Se ei kuitenkaan tee paattelystd datan sisilla
mitenkddn triviaalia ja yksinkertaista. Esimer-
kiksi tiedonlouhinnassa haetaan datasta kuvioi-
ta ja sédnnonmukaisuuksia.

— Silloin voidaan esittdd kysymys, ettd onko
jokin kuvio oikeasti olemassa vai néyttddko se
vain siltd, vaikka minkéédnlaisia ennusteita ei

edes yritettéisi tehdd. Tahdn on olemassa teho-
kas tyokalu ja se on todennakoéisyysperustainen
mallitus.

Tutkimuksessa yhdistyvit tietojenkasittely-
tiede, data-analyysi ja tilastotiede. Mikdén niis-
td ei ole toista tarkedmpi tai keskeisempi, vaan
ne kaikki yhdessd muodostavat kokonaisuuden,
jonka varaan laskennallinen paittely rakentuu.

- Yksikon ytimessé on koneoppiminen. Se on
kaytannossd edistynyttd tilastotiedettd, jossa on
otettava huomioon myos tietojenkisittelylliset
rajoitusehdot. Toisaalta se on tietojenkdsittelya,
jossa pyritddn mallituksen kautta perusteltui-
hin algoritmeihin. Ja kun datasta puhutaan, niin
periaatteessa kaikki on data-analyysid. Koneop-
pimisessa juuri se on oikeastaan mullistavinta:
kun nama kolme asiaa on tuotu yhteen, on saatu
aikaan yhdistelma, jolla pystytddn ratkaisemaan
ongelmia, joita on aina haluttu ratkaista.

Vaikka virallisesti on kyse "Suomalaisen las-
kennallisen péittelyn huippuyksikostd”, Kas-
ki kayttad laskennallisen péittelyn sijasta mie-
luummin nimitystd koneoppiminen.

- Koneoppimista voidaan kayttdd hammads-
tyttdvan monessa paikassa. Syyni on se, ettd yhi
useampi ala on nykyisin datalahtdinen: dataa
kerdtddn, se esitetddn digitaalisessa muodos-
sa ja siitd kootaan tietokantoja, joita voi kdyttad
erilaisiin tarkoituksiin. Riippumatta siitd, onko
kyse humanistisesta tutkimuksesta, biologias-
ta, neurotieteista tai ilmakehatutkimuksesta, on
merkittava kilpailuetu, ettd nditd tietokantoja
osataan hyddyntdd mahdollisimman monipuo-
lisesti. Oikeastaan olisikin helpompi listata asiat
ja alat, joilla koneoppimista ei nykypdivina tar-
vittaisi tai voitaisi hyodyntaa.

Huippuyksikossd on kuitenkin keskitytty
laskennalliseen biologiaan ja lddketieteeseen.
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Genomiaineistojen perusteella voidaan teh-
da sairausdiagnooseja ja -prognooseja, neuro-
tieteessd aivokuvantamismenetelmilld saadaan
suunnattoman suuria tietokantoja, joita on pys-
tyttavd analysoimaan.

- Humanistiselta puolelta voi ottaa esimer-
kiksi laskennallisen historian. Silld voidaan tut-
kia vaikkapa kansansatujen tai uskonnollisten
tekstien kehittymistd. Dataa on kertynyt aikojen
saatossa siten, ettd munkit ovat kopioineet teks-
tejd. Aina kun on tehty virhe, seuraava versio on
erilainen riippuen siitd, onko se kopioitu vir-
heellisesta vai virheettoméstd edeltdjastd. Nain
muodostuu erddnlainen haaroittuva “puu’, josta
pystytddn laskennallisesti paittelemadn, mitka
versiot ovat varhaisimpia. Ja tdstd padstadnkin
yllattden lédhelle evoluutiomekanismeja. Saman-
kaltaisilla algoritmeilla voidaan paitelld satujen
eri versioiden esiintymisjérjestystd ja bakteeri-
en evolutiivista kehittymistd. Jalkimméinen on
puolestaan tarkedd, jotta pystytadn kehittdméan
tehokkaita antibiootteja.

Datan hyédyntiminen ja sen analyysimene-
telmien kehittdminen saa aikaan myos erddnlai-
sen takaisinkytkentdilmion: kun koneoppimista
sovelletaan laajoihin tietokantoihin ja tahdatdan
tiettyihin tuloksiin, samalla saadaan vihid sii-
t4, millaista datan pitéisi olla ja miten sita pitéi-
si koota, jotta sitd voitaisiin hyodyntdd entistd
tehokkaammin ja monipuolisemmin.

- Data-analyysia voi pitdd tavallaan moder-
nina mikroskooppina. Kaikki uudet mittausvali-
neet ovat aina muokanneet kulloistakin tieteen-
alaa, koska ne ovat tehneet mahdolliseksi uusien
asioiden tarkastelun. Kun esimerkiksi mikros-
kooppi keksittiin, alettiin kokeita tehda siten,
ettd silld pystyttiin todentamaan tehtyja hypo-
teeseja. Sama patee data-analyysiin: jos on jokin
toimiva ja luotettava tapa analysoida dataa, sitd
pyritdan kerddmédn niin, ettd soveltamalla tata
menetelmédd saadaan luotettavia tuloksia.

Yksi huippuyksikon tavoitteista on juu-
ri datan ja sen analyysin jatkuva vuorovaiku-
tus. Pyrkimyksend on kehittdd uusia menetel-
mid, joiden avulla pystytddn esittdmdédn uusia ja
tarkeitd kysymyksid, joita ei aiemmin ole voitu
kysyd, koska ei ole osattu joko mitata tai analy-
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soida mittaustuloksia.

- Kéynnissé on oikeastaan kaksi rinnakkais-
ta syklid. Ensinnakin data-analyysimenetelmien
kehittdmisessd on teoria ja sitten “havainto’, eli
kun joku kayttdd tiettyd menetelmad datan ana-
lysoimiseen, saadaan tietoa data-analyysime-
netelmien edelleenkehittdmistd varten. Toises-
sa syklissd ovat kunkin tieteenalan omat teoriat
ja havainnot. Parhaimmillaan ndma syklit kul-
kevat tasatahtia, mutta toisinaan toinen ottaa
pidemmaén loikan ja mullistaa samalla toisenkin.

Tietylla tavalla Kasken johtaman huippuyksi-
kon edeltdja oli "Adaptiivisen informatiikan tutki-
muksen huippuyksikkd”, jota johtanut professori
Erkki Oja on mukana myds nykyisen huippu-
yksikon tutkimustyossd. Kyse ei kuitenkaan ole
saman tutkimuksen jatkamisesta uudella nimella.

- Adaptiivisen informatiikan yksikossd oli
kehitetty erittdin hyvid puhtaasti dataldhtoisid
malleja, joihin ei tuoda juurikaan etukdteisole-
tuksia eikd tietoa systeemistd. Tama tutkimus
otettiin uuden huippuyksikon yhdeksi alkupis-
teeksi, mutta péadasiaksi otettiin kaksi uutta tee-
maa ja niiden tutkimista varten otettiin mukaan
tarvittavat tutkimusryhmit. Toinen on entista
vaikeampien ongelmien ratkaisu entistd moni-
mutkaisempien mallien avulla, mukaanlukien
useamman toisiinsa liittyvan aineiston kéytto.

Toinen teema on skaalautuminen. Datamia-
rdn jatkuva kasvu edellyttdd paatelmien tekemis-
td yhd suurempien aineistojen pohjalta, mutta
toisaalta myos entistd nopeampien padtelmien
tekemistd siten, ettd systeemistd saadaan inter-
aktiivinen.

- Kiinnostava teema on myds, ettd koko ajan
kehitetdan uudenlaisia instrumentteja ja esite-
tadn uudenlaisia kysymyksid, joiden pohjalta
tehddan mittauksia. Silloin kyseessd onkin jo
datajoukkojen joukko ja haasteena on saada sel-
ville, mitd yhteyksid nailld joukoilla on.

Huippuyksikon tutkimuksessa yksi keskeinen
tavoite on kehittdd data-analyysimenetelmis,
joilla pystytddan hallitsemaan isoja kokonaisuuk-
sia, datajoukkojen kokoelmia. Yksi kdytdnnon
esimerkki on juuri uusien mittalaitteiden tuot-
tama data, joka kertoo osittain samoista asiois-
ta kuin aikaisemmatkin aineistot, mutta osittain



my0s uusista asioista.

- Vaihtoehtoina on kehittd tdsmallinen mal-
li siitd, miten mittausaineistot liittyvét fysikaali-
sesti toisiinsa — tallaista ylellisyyttd ei ldheskdan
aina ole - tai kysyd data-analyyttisesti, mitd
yhteistd aineistoilla on. Kun kootaan mittaus-
pareja, voidaan kehittdd datasta oppiva tekniik-
ka, joka pystyy kertomaan, mita yhteistd nailla
pareilla on.

Yksikossd on kehitetty esimerkiksi malleihin
perustuva aineistojen hakuperiaate. Lahtokohta-
na oli solun toimintaan liittyvd molekyylibiolo-
ginen mittausaineisto. Jos haluaa selvittds, onko
joku tehnyt samanlaisia mittauksia tai tutkinut
samaa kysymyst, toistaiseksi ainoa keino 16ytad
vastaus on kuvata tutkimuskysymys ja toivoa, ettd
jossakin aiemmassa tutkimuksessa on kaytetty
kuvaukseen tidsmilleen samoja sanoja.

- Me muotoilimme tdhdn tarkoitukseen
mallien hakukoneen. Kun uudesta joukosta on
olemassa dataldhtdinen malli, on mahdollis-
ta kysyd, onko malleissa jotain yhteistd. Koska
mallinnuksessa pyrkimyksena on tiivistad datas-
ta olennaiset asiat, malleja vertaamalla voidaan
ndhdd, l6ytyykoé ndissd olennaisissa asioissa
yhteyksid. Nayttad siltd, ettd hakuperiaate toimii
ja se tosiaan 1oytda kiinnostavia aineistoja.

Periaate on laajennettavissa ja yleistettdvis-
sd my6s tutkimusmaailman ulkopuolelle. Huip-
puyksikdssd on pohdittu, miten koneoppiminen
voisi mahdollisimman hyvin auttaa kayttéjas teh-
tavissd, joissa kayttdja haluaa ja tarvitsee apua.
Yksi sellainen on nimenomaan tiedonhaku.

- Kehitimme jarjestelman, joka seuraa kayt-
tdjan tekemisid ja pyrkii siltd pohjalta ennus-
tamaan, mitd kayttdja on hakemassa. Koneen
kannalta ongelma on se, ettei silld ole juurikaan
tietoa siitd, mitd kéyttdja tekee tai mikd hénta
kiinnostaa: yksi hakusana ei monimutkaisissa
tehtévissa vield paljon kerro. Nykyiset hakuko-
neet eivdt osaa auttaa, jos kdyttdja joutuu esi-
merkiksi hakiessaan samalla opiskelemaan sit,
mitd oikeastaan onkaan hakemassa.

Ratkaisua haetaan interaktiivisesta tavoit-
teiden mallinnuksesta. Siind systeemi pyrkii
ennustamaan kayttdjin tavoitteita ja kiinnostuk-
sia, ja ndyttdd ne tavanomaisten hakukoneosu-

mien lisaksi.

- Kehitimme hakukoneprototyypin SciNet,
jonka ensimmadisessa versiossa on kayttoliittyma
nimeltd IntentRadar. Se on erddnlainen tutka,
joka nayttda kayttdjaa mahdollisesti kiinnosta-
via asioita. Kdyttdjd voi antaa nopeasti palautetta
ennusteista siirtdmalla onnistuneet keskemmal-
le tutkaa ja “hudit” kauemmas. Taustalla toimi-
va koneoppimisalgoritmi pyrki sitten palautteen
perusteella padttelemadn, mika kayttdjaa oikeas-
ti kiinnostaa. Samalla se kuitenkin tarjoaa my6s
vahemmin ilmeisid asioita, silla kdyttaja jéisi
erainlaiseen “kuplaan’, jos kone tarjoaisi vain
hyviltd vaikuttavia osumia.

Tiedon suuri maérd on yksi keskeinen muu-
toksia aiheuttava tekijd. Aiemmin superlasken-
taa kdytettiin usein tehtdvissd, joihin ei liittynyt
suuria aineistoja, esimerkiksi simulaatiomallien
laskennassa. Toisaalta kaikki data-analyysi ei ole
vaatinut suunnatonta laskentatehoa.

- Seuraava suuri mullistus on tulossa, kun
suuret datamddrdt ja monimutkaiset mallit
yhdistetdan. Talld hetkella pullonkaulan voi aja-
tella olevan sekd datan ettd laskentatehon puo-
lella. Kun jommassa kummassa tehdiddn uusi
ldpimurto, se auttaa myos toista pddsemiin
eteenpain.

Nykyiset mittaukset tuottavat suoraan digi-
taalista aineistoa, mutta iso osa etenkin histo-
riaan liittyvdstd materiaalista on analogisessa
muodossa arkistojen kitkoissd. Miten lasken-
nallinen paittely puree sithen?

- Suurin ongelma on todennakoéisesti aineis-
tojen ymmartimisessd. Koska tiedon maard
kasvaa kaiken aikaa eksponentiaalisesti, kauka-
na menneisyydessa sitd on koko ajan suhtees-
sa vahemman eli datamassa ei ole kovin suuri.
Aineistojen digitointi ei siis sindnsa ole mikdan
ylivoimainen urakka, mutta mitd vihemméan
aineistoa on, sitd enemman ammattitaitoa ja asi-
antuntemusta tarvitaan sen ymmartiamiseksi ja
saattamiseksi kdyttokelpoiseen muotoon.

Ks. myds kirjoitus "Digitaaliset ihmistieteet tutki-
muskartalle” (s. 29-32).

Kirjoittaja on tiedetoimittaja ja tietokirjailija.
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